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Abstract 

This paper deals With a comparison between Box and Jenkins m lhodologies and Artificial Neural 
Networks on time series forecasting. ARIMA and Transfer Function Models ar com pared With N eural N et
work Models . Penormance oft-he b uilding mode1s are analysed using eomparative eriteria during the pre
dietion and fitness s tage. 

Key words: 	Forecas ting ime series . Box and Jenkins methodology . ARIMA m odelo transfer 
fun ctíon mode!. artifi cia l n eural network. neo-fuzzy neu ron . 

Predicción con redes neuronales artificiales: 
comparación con las metodologías de box y jenkins 

Resumen 

El objetivo p rincipal de esta inves tigación es comparar las metodologías de Box y Jenkins: Modelo 
ARlMA y Modelo de Función de Transferencia (MFT). u tilizadas frecuentem ente en estadistica para pre
dicción con series de liempo . con la técnica de la Inteligen cia Artificial denominada Redes Neuron ales 
Artificiales (RNAl. Se proponen m etodologias para pred icción con una red neuronal artificial uti lizando el 
algoritmo de retropropagación y las neuronas , ea-d ifusas. El comportamiento de los m étodos se analiza 
mediante casos de estudio y haciendo u so de criterios com paralivos para las fa ses de ajuste y pred icción . 

Palabras clave: Predicción con series de tiempo, metodología de Box y Jenkins. modelo ARIMA. 
modelo de función de transferencia. redes n euronales artificiales. n eurona 
neo-difusa. 

l. Introducción 	 blemas de predicción. La aplica ción de esLas m e
todologías puede res ultar comp leja . 10 cual con

La prediCción basada en series de tiempo es duce a in tentar dar s olución a este problem a m e
de gran interés práctico. pues permile conocer. con dian te las nuevas lécnicas compu tacionales que 
un margen de error. valores futuros de una serie han tomado auge en los últimos años. 
basándose en sus valores pa sados (caso uruvana

La In teligencia ArtifiCial ha su rgido com o 
blel, o valores pasados de una serie ayudan a pre

un a nueva área del conocimiento. Está formada
decir valores futuros de otra serie (caso bivariablel. 

por un conjunto de técnicas que intentan imitar, 
La estadística clásica utiliza las metodolo en forma artificial. las hab ilidades relacionadas 

gías de Box y J enkins (BJ) [11 para resolver pro- con la inteligencia h umana. Una de estas técni-
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147 Predicción con redes n euronales artificiales 

cas es la denominada Redes Neuron ales Artificia
les (RNA). utilizadas con un relativo éxito para la 
predicción de senes de tiempo. Pueden citarse al 
gunos trabajos en el á rea como los reali7..ados por: 
Wong [2], Hill et al [3], Weddlng 1I y Cios [4}, 

Faraway y Ch ailleld [5]. en tre otros. 

El objetivo fWldamental de este trabajo es 
comparar. mediante casos de estudio. los métodos 
de preclicción: RNA (con algoritmo de aprendizaje: 
retropropagación y neurona neodifusa) con las me
todologías de BJ: modeloARIMA (caso univariable) 
y MFT (caso bivariable). utilizando com o criterios 
comparativos los errores de ajuste y predi ción. 

El articulo está organizado com o s igue: La 
sección 2 presenta las metodologías d e BJ: el mo
delo ARIMA y el m odelo de función de transferen 
cia. La tercera s ección es una introducción a las 
redes neuronales. esp cíficamente a las redes 
unlcapas que utilizan el a lgori tmo de retropropa
gación y se introducen las características p Iinci
pajes de las neuronas neodifusas. Se propone. en 
la sección cuatro. una metodología para predic
ción. para el caso univaJiable y bivariable. La 

quinta sección corresponde a los experimentos y 

resultados: se aplica la metodología ARlMA y RNA 
a la serie de n úmero de nacimientos mensual s y 
el m odelo de función de transferen cia y RNA a las 
series de gastos mensuales en publicida d y nú 
m ero de ventas men suales. Se analizan estos dos 
casos mediante varios criterios comparativos. 
tanto en la fase de ajuste como de predicción. Por 
último. en la sección seis se establecen algunas 
con lu sion es. 

2. Series de Tiempo: 
Metodologías de Box y Jenkins 

Una serie de tiempo discreta es una secuen 
cia cronológica de ob servaciones de una variable 
particular [6J . El objetivo. más frecuen te . en se
ries de tiempo e s predecir valores futuros de una 
serie a partir de sus valores pasados. Estos valo
res futuros pueden ob tenerse intentando conse
guir un pa trón en los datos y haciendo extrapola
ciones para conseguir tales preclicciones. El mé
todo univaria b le de BJ es ampliamente u tilizado 
en la estadística clásica para la p redicción con se 
ries de tiem po de una variable [1 J. basado en el 
proceso Autorregresivo Integrado de Promeclio 
MóvillARIMA: Autoregressive lntegrated MOving 
Average}. Variantes de esta metodología conside

ran los modelos de fu nción de transfer ncia. usa
dos para predecir valores de una serie de tiempo. 
a partir de valores pasados de esa serie y otras 
senes con relación cau sal. En esta s cción se 
estucliarán estas dos metodologías. 

2.1. Modelo ARIMA 

El Metodo ARIMA de Box y Jenkins (BJI re 
quiere que la serie sea estacionaria. est.o slgnifi 
que su media. varianza y covarianza permanezcan 
constantes sin importar el momento en el cual se 
m idan. Para convertir una serie no estacion aria en 
es tacionaria se propone el proceso de diferencia
ción [7J . Esta metodología aplica modelos autorre
gresivos (AR). de promeclio móvil (MAl y modelos 
mixtos, tanto a la parte estacional de la serie (se le 
antepone una S al m odelo para indicar qu e corres 
poncle la parte estacional) como a la parte no esta
cional. Los modelos estacionales con sideran los re 
traso del proceso y la perturba ción al atoria perió
dicamente, es decir. cada "S" periodos. 

l..a unión de m odelos estacionales con mo
delos no estacional s conduce a un m odelo de 
gran capacidad de a da ptación que pu ede reflejar 
tanto la ten dencia como la estacionalidad de una 
sene. Estos m odelos se generan mediante la m ul
tiplicación de los operadores polinom iales que ca
ra teri7.an a c da modelo. obteniéndose los m ode
los con ocidos como ARlMA(p.d,qlx(P.D,g)s' don 
de los parámetros no considerados en el modelo 
seleccionado serán de orden cero . Este modelo 
puede expresarse omo: 

donde: 


~p(B) (1- ~lB - ~2 B2 - ... - ~pBP) ModeJoAR 


8q(B) (1 - 81 B - 82B2 - ... - 8qBq) Modelo MA 


~p(Bs) (1 - eh BS- ~2B2S - .. . - ~pBPs) ModeloSAR 


8g (Bs) (1- 81 BS- 82B2S - ... - 8qBQS) ModeloSMA 


Yt Valores originales . 


B Operador retardo (BYt =Yt. l). 


S P riada estacional. 


p Orden del modelo AR. 


q Orden del modelo MA. 


d Orden de la diferenciación en la parte no es 

tacional . 

P Orden del modelo SAR. 
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Q Orden del m odelo SMA. 

D Orden de la diferenciación en la parte 
estacional. 

a, Pertu rb ación aleatoria. Ruido Blanco. 

8 Constante 

El or den de la parte AR y MA del m odelo fi 
nal n o son escogidos b itrariamen te. Para esto 
BJ propor ionan u n metodo estructu rado q ue 
permite de tenninar cuál es el m odelo que mejor 
se ajusta a la s erie en cu estión y se r ecomienda 
que el m odelo se mantenga tan simple como sea 
posible (p rincip io de parsimonia). En general, n o 
hay más de tres ténnin os AR aMA [4]. Las h erra
m ientas principales para determinar el orden de 
cada m odelo son los correlogramas s imple y par 
cial, que son la represen ta ción grá fica de la s 
funcion es de a u tocorrelación simp le y parCial [ 1]. 

Etapas de la Metodología ARIMA 

La construcción de un modelo ARlMA pue 
de ser estructurada en cinco etapas: 

l. 	 Análisis E>"llloratorio de la Serie: Consiste en 
u n pnrner análisis , mediante gráficos y prue
bas estadís ticas para convertir la serie en es 
tacionaria (media y varianza constante). 

2. 	 Identificación del Modelo: Se definen los 
conjuntos de estimación y predicción . Ha
cien d o uso de los orrelogra rnas Simple y 
parcial . se identifican pOSibles modelos en 
la p arte no estacion al y esta ciona l. 

3. 	 Estim ación de los Parámetro del Modelo: 

Los valores de los parámetros ~ y 8 se esUman 
mediante la minimización de la suma de cua

drado de los eITores et , mediante el método 
de mínimos cuadrados condicional , no con 
dicional o máxima veros imilitud [1, 13, 15). 

4. 	 Adecuación del Modelo: Existen varias ca 
raderisUcas resaltantes: a) Se estu dian los 
residuos , obtenidos p or la diferencia entre 
el valor Original de la serie y el valor estima 
do por el m odelo. deben aproximarse al 
comporlami n to de un ruido blanco (med ia 

cero, varianza 0'2 y covarianza cero). b) Los 
parámetros del m odelo ARIMA selecciona
do, deben ser Significativamente diferen~es 

de cero y estar poco relacion ados entre sí . c) 
El grado de ajuste de este m odelo deb e ser 
eleva d o en com paración al de otros m odelos 

alterna tivos . d) La bondad del aj uste puede 
evaluarse con la Desviación Estándar Resi 
dual (DERl, Criterio de Información de 
Akaike (AlC) y con e l Criterio Bayesiano de 
Schwarz (SBCl. en tre otros [5 ). 

5. 	 Predicción: Median te e l m odelo ARlMA se 
leccion ado se predicen "m" periodos, co
rrespondien tes al tamaño del conjunto de 
predicción. con sus intervalos de confiarur..a 
y s e calculan los correspondien tes errores 
de predicción . Es importante juzgar la a de
cuación del modelo en función de qué tan 
bien se p ronos tican los datos no em p leados 
para la esUmación del m odelo. Para eva luar 
la capacidad de prediCCión, se calcula el 
error medio absoluto (EMA) y la raíz del 
error cuadrático m edio porcentual 
(RECMP) [81. 

2.2. Modelo de Función 
de Transferencia 

Con el Modelo de Función de Transferencia 
(MIT) en la m todología de BJ s e predice valores 
futuros de una serie de tiempo a partir de ella 
misma. y de otras relacionada s . Es decir se con 
sidera el caso bivariab le donde un modelo puede 
p redecir valores fu tu r os de u na serie de Uempo 
(serie de salid a), a partir de valores pasados de 
esa serie y otra serie de tiempo relacion ada (se
ries de en trada) [6]. Se parte del supuesto que 
existe una relación cau sal unidireccion al apriori, 
desde la serie de en trada h acia la serie de salida. 
eliminando la posibilidad de retroalimen tación. 

Etapas para construir un modelo 
de función de transferencia 

La metod ología para constnJir Modelos de 
Fu n ción de Tran sferen cia (MFT) , basada en BJ y 
propuesta por Bowerman y O'Connell, es la 
siguien te: 

1 . 	 Identificación de un modelo que describa a la 
sene de entrada y preblanqueo de la serie de 
entrada y salida. 
Se denota al t-és imo término de la serie de 
entrada con Xl. y al de la serie de salida con Yt. 
Se asume que la transformación necesaria 
para hacer a la serie de entrada estacionaria 
es la misma que para la serie de salida. Sea la 
serie de en trada estacionaria, Zt(x). Se debe
rán seguir los siguientes pasos: 
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a) 	 Anális is de los correlogramas simple y par
cial de la serie de en trada Xl . para deten ni
nar la nec sidad de alguna tr ansformación 
qu e conduzca a qu e la s eri e de tiempo sea 
es tacionaria Zt(x). 

b) 	 Análisis de los correlogramas s im p le y par
cial de Zt(x) para identi fi car el modelo ARIMA 
(p , q, P. g ). 

e) 	 Estimación del modelo. Se selecciona un mo
delo cuyos parámetros sean significativos . 

(2) 

d) Adecuación del modelo mediante el análisis 
de los residuos (igual a l caso u niVaria ble). 

e) Preblanqueo de Xl (Zt(X)). Se despej a El de la 
ecuación (2). A este error del modelo para la 

serie de entrada se 1 denomina at. 

(3) 

f) 	 Preblanqueo de Yt (Zt(Y)). Al error d 1 m odelo 

para la serie de s Iida se le denomina ~t. 

(4) 

2 . 	 Identifica ción de un MFT preliminar que 
describa la serie de entrada. 
Se c lcula la [unción de correlación cruzada 

(ee). rk(at' ~l). entre los valores de al y los valores 

de ~l en el retraso k ; esta CC es una medida de la 

relación lineal en tre los valores de a l Y 0t+kYse re 
presen ta m ediante el gráfico de CC. En b ase a la 
función de CC se procede a identificar los 
parámetros del MFT (b.s. r): 

a) 	 Verificar que no existan valores significati 
vos en las ce an tes del r etraso cero (en los 
MFf se asume qu e valores presentes de Yt 
están relacionados con valores presentes 
y / o pasa dos de Xl y no al con trario). 

b) 	 Iden tificar b. que s el retraso donde se ob
serva el primer valor de Tk estadísticam ente 
diferente de cero. 

c) 	 Identificar s . que es el n umero de valores pa
sados de X que influyen sob re y. El valor de s 
es igual al nUmero de retrasos que están en 

tre el primer Tk significa tivo y el comienzo 
del patrón de decairrliento. 

d) 	 Identificar r , que representa el numero de va
lores pa sados de y que están relacionados 
con yt. Se determina examinan do el decai
mient.o de la ce despu és del retraso (b+s). S i 
cae en forma exponen cial amortigu da. en
lonces r s erá igual a 1 y i cae en forma sinu 
soidal amortiguada. el valor de r será 2. 

e) 	 El MFT preliminar g neral es de la forma: 

,tu) Cw (B ) bz. x) (5)t = ¡.,t + Ó(B) B t + r¡t 

donde: 

!1 Constan te que se incluye en el modelo s i 

es d iferente de cero 

e Parámetro escalar desconocido 

Variable a leatoria indepen diente de Xllt 

w(B) 1- w ¡B- w2B2 
- .. . - wsBs 

8(B) 1 - olB - 02B2 - ... - OrBr 

3 . 	 Identificación de un modelo que describa a llt 
y modelo final de función de transferencia. 

a) 	 Calcular la fu n ción de ee de los residuos 
con los valor s de en tra da X t y I s au tocorre
laciones sim ple y parcial de los res id uos. 

b) 	 Verificar que se cumpla u n a con dición nece
saria para la validez del MFT. en la que s e 
establece que la s erie de entr ada preblan
queada a t debe ser s t dísticamente inde

pendiente del componente del error llt. Esto 
se cumple cuando los valores de la probabi
lidad en las correlaciones cruzada son 
grandes y n o se p uede rechazar la hipótesis 
de independencia. 

e) 	 Encontrar. por m dio de los correlogramas 
sim ple y parcial de los residuos. el mode10 

que describe a llt. 

8g (BS )8 q (B ) 

r¡ t = 1>p (as) 1>p(B) at (6) 

donde al es u n a perturbación aleatoria en el tiem 
po t. con distribución ruido blanco. 

d) 	 Se s ustituye ll t en el MFT preliminar (ecu a 
ción 5) constituyendo el modelo final de fun
ción de transferencia: 
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(7) 

Una vez construido el MFT s e generan los 
valores correspondien tes al aj u ste y predicción 
de la serie Yt. Y se calculan sus res pectivos erro

res , como en la metodología ARlMA 

3. Redes Neuronales Artificiales 

Las Redes Neuronales Artificia les (RNA). 
inspiradas en las neuronas biológicas. persiguen 
imitar cierta s h abilidades h umanas a trtbuib les 
al c rebro y a millones de elementos intercon ec
tados llamados Neuronas. Las neuron as son cé
lulas neJViosas que constituyen los elementos 
primordiales del s istema nervioso central. Éstas 
son capaces de recib ir señales. procesarlas y 
transm iUrlas a otras n euronas [9, 10J. 

Una neurona artificial es una unidad de 
procesamienl de información que es fundamen 

. tal para la operaciÓn de u na red neuronal [10]. 

En u n modelo esquemático de la neu rona pueden 
identifi carse esen cialmente seis elementos. Las 
entradas: escalares que se le proporcionan a la 
red. de acuer do a l problema en estud io; las sali
das: valores que determina la red como resultado 
de su aprendizaje; los pesos sinápticos : arreglo 
de valores numéricos que expresa la importancia 
del enlace neuronal correspon diente entre la en
trada y la salida (el valor de la entrada ~ es aso
ciado con la n eurona "k" medjant el p es o sináp
tico W ik); punto de suma de ent radas ponderadas 

(función de acumu lación): combinación lineal o 
suma de todas las en tradas m ultipli a das por 
sus correspondientes pesos: [unción de ac liva
ción : función que puede ser lineal o no lin eal y li
mita el rango de la salida de la neurona; y sesgo: 
señal de entrada a dicional que consiste en un va
lor fijo denominado Xo (generalmente igu al a 1) y 

un p eso adicion a l w Ok ' 

En la figura 1 se ilustra un modelo de n u 
ron. donde s e observ que la neuron a k puede 
d s cribirse medinate la [unciones de acumula
ción y actilvación: 

P 

v k = 2: X¡ wik Y Yk =r(Vk) (8) Y (9) 
1;0 

don de XO'Xl' .. ..~ son las entradas de la neurona 
k · • W Ok'W lk.·· ··W pk son ios pesos de la neurona k; vk 

es la suma de las entradas multiplicadas por los 

pesos correspondientes; n .) es la función de acti
va ción y Yk es la salida de la n eurona k . Los pesos 
son parámetros escalares que s e van ajustando 
según la a plicación de una regla de aprendizaje. 
de manera de cum plir con la relación en tra
da /salida. y la función d activación se seleccio
na de acuerdo a l objelivo del problema y al reque
rimiento de la s alida. La [un ción logística, como 
función de activación. se recomienda para pro
blemas de predicción. Esta fu n ción toma valores 
entre O y 1 Y su expresión matemática es: 

r (v) = -
1 
-_- (1 0)

1+ e v 

Sallda 

Figura l . Modelo de una Neurona. 
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La construcción de RNA puede inclu ir capa 
oculta s (no es tán directamen te conectadas a en
tradas o salidas), don de las neuronas en cada 
capa tienen la mism a estructura de una sola n eu 
rona, pero sus en tradas son las salidas de las 
neuronas de la ca pa anterior. La regla d e apren di
zaj e o a lgoritmo de entrenamient es u n procedi 
m iento para modificar los pesos de una red y su 
propós ito es entrenar la red para ejecutar alguna 
tarea [1 1]. El algOritmo de retropropagación es el 
más usado para entren ar RNA m ulticapas de 
alimen tación adelantada . 

El método general de en trenamien to puede 
resumirse en los siguientes pasos: 

Pasos hacia delant (des de la en trada bacia 
la salida): 

1. 	 Seleccionar un patrón de entrada del con 
j unto de entrenamiento. 

2 . 	 Aplicar esta entrada a la red y calcular la sa
lida. 
Pasos hacia atrás (desde la salida hacia la 

entrada): 

3. 	 Calcular el error entre la salida de la red 
neuronal y la salida deseada para e l patrón 
de en lrada usado. 

4 . 	 Ajustar los pes os para que el error com eUdo 
entr la s a lida de la red neuronal y la salida 
deseada sea d isminuido. 

5. 	 Repetir los pasos 1 al 4 para todas los patro
nes de entrenamien to, hasta que el e rror 
global sea aceptablement.e bajo. 
E l criterio d e parada se aplica cuando los 

valores de los p esos reduzcan la fu nción del error 
[diferencia cuadrática entre 1 salida deseada y la 
salida d la red neuronal). y este proceso se reali
za por el método del gradiente descendente. La 
idea del método es realizar un cambio en los peso 
proporcional a la derivada de la función de error 
respecto al peso para cada patrón. 

Durante la fase de asociación, la red opera 
enteramen te en forma de cascada directa o hacia 

adelante. es decir sin retroalimentación . Sin em
bargo, el ajuste de los pesos obtenido por la regla de 
entrenam.iento se realiza desde atrás hacia delante, 
pasand o por las capas ocultas hasta el nivel de en
trada [9 ], por 10 cual se le denominó a este procedi
miento "algoritmo de retropropagación". 

Una vez que una red neuronal h a s ido entre 
nada, deberá estar e n capacidad de proveer sali 
d a s próximas a los valores deseados cuando se le 
proporcionan n uevos ejemplos . es decir. entradas 
qu e n o pertenecen al conj unto de entrenamiento, 
sino que forman parte de los patrones d e prueba. 
A este proceso se le conoce como generalización 
de un modelo de RNA. 

Neuronas Neo-Difusas 

La Figura 2 ilu s tra la estructura de un a 
n eurona Neo-Difusa, donde los pesos de in terco
n exión (sinapsis) h an sido sustituidos p or un 
conj unto de [un ciones n o lineales j¡, y el cuerpo 
celular. como en la m ayoria de los esquemas neu 
ronales. realizan la sum a de la s señales 
sináp ticas [181 . 

La Figura 3 ilustra la estructura de las [un
ciones no lineales j¡. Es tas [w lciones están com

'....--/ 
t--___-.¡I L y 

Figu ra 2. Estructura de una Neurona 

Neo-Difu s a. 


Figura 3. E truclura de la función no lineal 
(Sinaps is). 
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puestas de reglas del tipo : SÍ <condición> 

E NTONCES <acción> ; utilizando <condición> 

como el grado de pertenencia que posee cada una 
de las señ ales de entrada que están incluida en 
cada una de los segmentos difusos complementa
rios construidos de la form a rep resentada en la 
Figura 4 . La <acción> es el correspondien te valor 
de w y. 

El valor de salida (fJxJ) d e la sinapsis no li
neal es obtenjda por un proces o de desdifuzifica 
ción que considera la estructura complementaria 
d e los segmentos (esto significa que la suma de 
las dos fu n ciones de perten encia activadas es 
igual a 1) . Así. la salida de la neurona Neo-Difusa 
está dad a por: 

donde 

flu< (x,) es el valor de pertenencia gen rada por la 
señal de entrada Xi. 

W'k son lo pesos de interconexión. 
El a lgoritmo de en trenamiento de actualiza

ción incremental [1 8] utilizado para el ajuste d e 
pesos . es de la siguiente manera: 

donde: 

~lk es la salida de la Neurona Neo-Difusa. 

tk es la salida deseada 

CI. es la tasa de a p rendizaje 

4. Una Metodología 
para Predicción con Redes 

Neuronales Artificiales 

A conUn uación se presen ta una metodolo
gía para construir. entrenar y probar una red 
neuronal artificial para predicción. tanto para el 
caso de una sola serie de tiempo (modelo univa 
rtab le). como para el caso de una serie de tiempo 
que tiene una relación causal con otra (m odelo 
b ivartable) . 

1. 	 Escalamiento de los datos: Existen diversas 
técnicas para el escalamiento d e los da tos, 
tales com o la estandarización (la mayoría 
de valores escalados se encuentran en tr -3 
y 3), escalamiento entre -1 y l . escalamien

mm 	 max 

Figura 4 . segmen tos d ifusos com plem entarios. 

to entre O y 1, entre otros . La idea de estas 
técnicas es llevar a todas las entradas de la 
RNA a órdenes de magn itu d similares, para 
evitar que exista u na predisposición n umé
rica a ponderar de m ayor forma a quellas 
variables con valores n u méricos mas gran
des . Una d e las técnica más u lilizadas 
consiste en transformar los datos de la(s) 
serie(s ) a valores comprendidos ntre O y 1, 
mediante: 

Yt - Min 
(11)

Yt(escalados) = Max - M in 

2 . 	 Patrones de Entrenamiento y Prueba: Los 
valores de la(s) seri e(s) de tiempo se dividen 
en dos conjuntos de datos : a l Patrones de 
entrenamiento : conjun to fonn ado por el 80 
% de los datos de la(s) serie(s ). qu e se selec
cionan en forma consecutiva y ord nada. 
Este conjunto de datos se u Ulizará para el 
entrenamiento de la red n euronal . b ) Patro
n es de prueba: conjunto formado por el 
20% de los datos de la(s) serie(s). corres 
pondiente a los datos restantes, una vez 
que se han s eleccionado los patrones d e en 
trenamiento. Este conjunto de datos se uti 
liza para evaluar la capacidad de generali 
zación o p redicción de la red . 

3. 	 Topología de la RNA: Dirección de la infor
m a ción: Alimen tación adelantada. Tipo de 
interconexión : Totalmente conectada. Nº de 
entradas: p + 1 (u na constante de valor 1, 
denominada sesgo O In tercepto) . Nº de capas 
ocultas: l. Nº de nodos en la capa oculta: q . 
Nº de salidas: 1. Función d e activación de los 
nodos de la capa oculta: logística. Función 
d e activación de la salida: logística. 
En el caso de las redes neo-difusas se usa 

una sola neurona y el único parámelro ajustable 
es el número de segmentos. 
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4. 	 Determinación de las p en tradas a la red 
neuronal artificial : 

Caso Univariable: 

- La periodicidad de los datos: s consideran 
12 o 13 reITa os debido que las series son 
men sua l s . Pudiera ser convenien te cons
truir una primera red con 13 en tradas. co
rr spondientes a los 13 retrasos y analizar 
los pesos. de manera que se seleccionen las 
entradas asociadas a los pesos de mayor 
magnitu d , corno lo sugieren Faraway y 
Chatfiel d [5]. Este anéllisis de los pesos ayu
da a identificar las variables de entrada más 
importantes. 

- Un a vez deter m in do el modelo ARIMA, se
leccion ar como entradas los valores corres
pondientes a los retrasos de y¡ involu crados 
en este m odelo. Esto se realiza con la inten
ción de verificar hasta que punto un conoci
miento es tad ístico apriori, puede ayudar en 
el di eño de una RNA para predicción de se
ries de tiempo. 

- OtTa alternativa es la de considerar los co
rrelogramas s imple y parcial de la serie es 
tacionaria. Las en tradas a la red serían los 
dato correspondientes a los r etrasos que 
resul taran con u n a correlación significati 
vamente diferente de cero. 

- Mediante pruebas por ensayo y error : consi 
derando , por ejemplo, los datos retrasados 
1,4,8, 12 p eriodos, 1,3,6,9.12 periodos. o 
1,2.3 ,4 p eriodos. 

Caso Bivarlable: 

Se deben considerar retrasos de la serie a 
predecir (y) , así corno también valores p resentes y 
pasados de la s erie relacion ada (x). Para definir 
las entradas pueden considerarse los Siguientes 
aspectos: 

- Periodicid ad de los datos. Para datos men
suales se consideran 12 o 13 retrasos por 
serie. 

- Los retrasos de inter -s para las series de en
trada y salida pueden identificarse, como en 
el caso univariabl , mediante el modelo 
ARIMA o m ediante los correlogramas siniple 
y parcial (se s eleccionan los retrasos cuyas 
correlaciones sean significativamente dife
ren tes de cero). 

- Modelo de Fu n ción de Trans ferencia: se 
consid ra como en trada los valores de la se 
rie de entrada (xl correspondlentes a los b 
retrasos. in dicados en el MIT. También los 
valores de la serie de salida (y) correspon
dientes a los r re trasos. 

- Correlación Cruzada: se consideran como 
entradas los valores correspondientes a los 
retrasos de la serie x qu e tengan CC sIgnifi
cativamen te diferentes de cero. 

- Mediante p ruebas por ensayo y error. con si
derando diferen tes retrasos para ambas se 
ries. 

re 	 Determinación del número de nodos de la 
capa oculta (q). Una regla ad hoc. que en ex
p rlm entos previos h a resultado de utilidad. 
asum e que el valor inicial del número de no
dos de la cap a oculta sea igu al al promedlo 
entre el n úmero de entradas y salidas . Se 
puede complementar la regla mediante 
prueba s por ensayo y error, agregando más 
n odos. y comparando los errores de aju s t y 
predicción . Esto n o a plica e n el caso de las 
neuronas neo-difusas ya qu están fonna
das por u na sola neurona. 

6. 	 Algon mo de Entrenamiento: Retropropaga
ción [9 , 10, 11). El alg0I1tmo de entrena
miento para las neuronas n eo-difusas es el 
algOritmo de actu ali7.aclón incremen tal (1 8) . 

7. 	 Selección de los pesos iniciales. Es recomen
dable probar con diferen tes conjuntos de va
lor s iniciales para tratar de obten r buenos 
resultados. Los pesos iniciales se generan 
aleatoriamente en cincuenta oportu nidades 
[5]. Se selecciona el modelo que obtenga el 
menor promedio entre la suma de cuadrados 
de los errores de ajuste y predicción. 

8. 	 Entren amien to de la RNA seleccionada. Se 
establece el número m áximo d e ciclos, el 
error permitido de convergen cia, tasa de 
aprendizaje. el in cremento de las tasas de 
a prendizaje y momento se fij a por en sayo y 
error. Una vez definido el m odelo, se gene
ran 10 5 valores de la erie de tiempo ajusta
da o producida por la red , utilizando los pa
trones de entrenamiento. Finalmente. se 
calcula el error de entrenamien to. 

9. 	 Predicción. Usando el m ejor m odelo previa
m ente entrenado. se obtiene el valor de pre-

Rev. Téc. lng. Univ. Zulla. Vol. 27 . No . 3, 2004 

http:1,3,6,9.12


154 CoUante Duarte y col. 

dicción Yt+l . Para h acer predi cion es más 
allá de es te periodo, se utiliza Yt+l com o en
trada para pr oducir la predicción Yt+2 y así 
suces ivamen te para lodo el conjun to de 
p redicción. Al finalizar se calcula el error de 
pred icción, como m edida de gen eralización 
del m odelo. 

10 . 	 Comparación entre modelos con diferent.es 
entradas. Usando e l error de en tren amien
to y de generali7.ación de cada m odelo se 
h ace la comparación y se selecciona el mo 
delo de red cuyos valores sean mínimos. La 
correla ción entre los valores originales de la 
serie y los estimados puede u sarse como 
u na m edida de la exactitud de la predic
ción . De este modo se selecciona el m odelo 
cuyos errores de entrenamiento y predic 
ción sean m en ores . 
A continuación se muestra un ejemplo de 

una RNA para predicción (caso univa riable) con 
una capa oculta . Figura 5 . 

5. Experimentos y Resultados 

Se estudiarán dos a plicaCiones, u na corres
pondiente al caso univariable y la otra a l bivaria
ble. Para el análisis de los resu ltados obtenidos 
en' los d ifer enles m étodos se consideran los si
guientes criterios comparativos: 

a) 	 Criterios comparativos para el ajuste [51: 
- Desvia ción Estándar Residual (DER): Es un 

criterio de selección de modelo y un valor 
pequeño indica una m ayor adecu ación d.el 
modelo . Su expresión es:~ 

DER = J~ (T _r) 	 (12) 

d onde S es la suma cuadrática de los residuos, T 
es el número de la s observaciones efectivas que 
se usan en el ajuste y r es el número de paráme
tros estimados en el m odelo, incluyend o la cons
tante. 

- Criterio de Inform a Ción de Akaike: 

AJe = T In(S/T) + 2r 	 (1 3 ) 

Este criterio permite seleccion ar un mode
lo. Se prefiere el m odelo que tenga e l m enor valor 
de AlC . 

- Crilerio Bayesiano de S chwarz (SB C): 

S B C = T In(S/T) + r ln(T ) 	 (1 4) 

Este criterio es u n m étodo para la s elección 
de u n modelo. Se prefiere e l modelo que tenga el 
m ínimo valor del estadístico. E l S BC penaliza los 
parámetros adicionales m ás s everamen te que el 
AlC , conduciendo a m odelos m ás sim ples. 

b) Criterios comparativos para la predicción: 
- Error Medio Ah oluto (E MA). 

(15) 

donde Yt +i son los valores obs ervados de la serie 
que pertenecen al conj unto de prediCCión y, son 
los valores pronos ticados por el m odeloARIMA [8]. 

- Raíz del Error Cuad rado Medio Porcentual 
(RECMP) [8 1: 

Entradas Capa Oculta Salida 


Figu ra 5 . RNA de alimen tación adelantada con una capa oculta para p rediCCión de series de tiempo. 
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')2II~ I ( Yl "i - Yl + i (16) 
\l m i=1 Yl+i 

Correlación (R) entre los valores observados 
y los pronosticados por el mod lo . Valores altos de 
esla correlación in d ican una buena adecu ación 
del mod 10. 

Ca var ianza (y, y)
R = (1 7 ) 

Varianza ( y) * Varianza( y) 

5.1. Caso Univariable: 
Serie Nacimientos 

En el ca so de predicciones con u na sola serie 
de tiempo se analizará la serie de tiempo del núme
ro de nacimientos mensuales , ocurridos en Españ 
desde enero de 1960 hasta diciembre de 1999. lo 
que equivale a 40 años [12J. Estos datos se dividen 
en dos conjuntos : datos para el aj usle o en trena
mien to: enero 1960 - diciembre 199 1, comprende 
384 meses (32 años) que equivale al 800/0 de los da
tos y datos para la predicción o p rueba: enero 1992 
- diciembre 1999, comprende 96 meses (8 años) 
qu e equivale al 20% de los datos. La serie completa 
se presentagráficamente a con tinu ación: Figura 6. 

El aruilisis se hará aplicando las metodologías 
ARlMA y RNA. Al aplicar la metodologia ARlMA 
(sección 2.1 ). utilizando el paquete SPSS [13. 14], se 
obtienen los correlogramas: Fugura 7 y 8 . 

En la pa rle regu lar se observa un p trón 
MA (Promedio Móvil) de orden 1 (q= 1). E n la par
te estacional s e observa patrón a utoregresivo y 
de promedio móvil. Sin embargo. e l m odelo de 
mejor adecuación y predicción resu lt.ó ser el 
ARIMA(0.l,1 )*(0. 1,1) 12 cuyol modelo esUm a do 
es [1 51: 

(lB) 

donde Yl' es la serie transformada por logaritmo 
nalural. 

Para el a..."lálisis de los residuos se utilizo la 
prueba de Kolmogorov Smirnov que permite veri 
ficar si los residu os siguen una distribución Nor
mal. Se obtuvo una significación de 0.999, lo que 
indica que no puede rechazarse la h ipótesis nula 
de normalidad de los residuos. La media de los 
errores es - 0,00045. aproximadamen te cero. En 
los correlogramas de los residuos se observan po

70000,....-------- ----------, 

20000 '"-~_ _______~______--' 

1960 1964 1968 1972 1976 1980 1984 1988 1992 1996 

1962 1966 1970 1974 1978 1982 1986 1990 1994 1998 

AÑO 

Figura 6 . Grafi o de la Serie de Tiempo del 
Número de Nacimien tos Mensu ales . ocu rridos 

en España desde En ro de 1960 hasta 
Diciembre de 1999. 

N° Nacimientos 
10'--------------------------, 


d . • I 

00 
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10 16 22 28 34 40 46 

N° de retardos 
Transfonnaci0t'l6&' 1Og natural. diferencia (1). diferencia est8cional (1) 

Figura 7. Correlograma Simple con las 

tran fonnaciones: logaritmo natural, 1 era. 


diferencia en la parle regular y 1 era . diferencia 


en la parle estacional. 


cos valores Significativos como se muestra a con
tinuación: Figura 9 y 10. 

Se aplica la metodología de RNA para el caso 
u nivariable (sección 4) , mediante e l paquete Mat
Lab [161. Una vez realizadas las pruebas por ensa
yo y error para el ajust.e de p arámet.ros. se s elec 
cionaron 5 modelos. cuyas en tradas se especifi 
can n la Tabla 1. 

Al comparar median le las m edidas de ajuste 
y predicción los m odelos de RNA y los de Redes 
Neo-Difusas (RND). se obtuvo: Tabla 2. 
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transfonnacion es: logaritmo natural , 1 era. 
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Figura 9 . Correlograma Simple de los residuos 
para la serie nacinlienlos. 
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Figura 10. Correlograma Parcial de los residuos 
para la serie nacimientos. 

De Jos m odelos de RNA se selecciona el m o
delo RNA6 por obtener las mejores m edidas de 
ajus te y predicción. En relación a los modelos de 
RND se selecciona el modelo RND6 por alcanzar 
la mejor predicción. 

En la Tabla 3 se presentan las medidas de 
ajuste (en lrenamiento) y pred icción (prueba), tan 
lo para el Modelo ARIMA seleccion ado como para 
los mejores modelos de RNA y RND obtenidos. 

El modelo con mejor predicción es l RNA6 
que tiene como entradas los tres primeros retra
sos, mientras que el m odelo de mejor ajuste es el 
modelo ARIMA. Los errores de aj u ste son m eno
res en el modelo ARlMA. lo que implica un mejor 
ajuste en la fase de en trenamien to . mien tras que 
la s medidas d predicción son m ejores en el mo 
delo RNA6. in dicando una mejor pr dicción o ge
neralización con el u so de la RNA. Observese que 
tanto en el m odelo de RNA como en el RND se ob
tienen mejores predicciones que en el modelo 
1\RIMA. 10 cual es u na mejora importante porque 
los modelos de RNA6 y RND6 u tilizan solament.e 
data reciente (los 3 primeros retrasos) el e la serie 
de tiempo, lo que implica tma más fácil 
implantación y más patrones de en trenamiento 
pueden obtenerse de la data. 

Comparando los modelos RNA y RND, pue
de observarse que la mejor predicción fu alcan
zada por el m odelo de RNA. ratificando el buen 
desem peño de la RNA en tareas de predicción. 
pero el modelo de RND arrojó un resultado bas 
tante acep table, m ejor que el obtenido con el mo 
deleo ARIMA. usando una eslructura tan simple 

como una sola neurona. 

5.2. Caso Bivariable: Serie Publicidad 
y Ventas 

Para el caso bivariable se analizaron los da
tos presentados por Makridakis, Whelwrigh t y 
McGee referenciados por Bowerman y O'Connell 
[6J . Estos d tos consisten de 100 observaciones 
s obre dos series de tiempo: número de ventas 
mens uales (en miles de casos) y gasto mensual 
en publicidad (en miles de dólares). El objetivo es 
predecir el número de ventas (Yt) en base a sus 
valores pasados y a la publicidad (Xt ) , conside 
rando que existe una relación causal en tre am
bas . Para construir el modelo de función de 
transferencia (MFT) se seguió la m etodología se-
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Tabla 1 

Entradas de los modelos de RNA (caso univarta ble) 


Modelo Entradas (retrasos) J usUfica ción 

RNA1 Del 1 al 13 Periodicidad de los datos 

RNA2 1. 12 y 13 Retrasos del modelo ARIMA 

RNA3 1, 2,4 Y del 9 al 13 Correlaciones significativas en los correlogramas s imple y parcial 

RNA4 1, 2, 12y 13 Se agregó el retraso 2 a los utilizados en el m odelo ARlMA 

RNA5 3,5 Y 9 Según el anális is de los pesos de la RNA que considera los 
retrasos del 1 al 13: como los pesos entre la capa ocu lta y la de 

salida s on bastante hom ogén eos. se con s idera la matriz de pesos 
entre las enlradas y la ca pa oculla. se calcularon las medias de 

los pesos en cada en trada y se seleccionaron las tr s en tradas con 
m días mayores en valor a bsolu to. 

RNA6 Los 3 valores anteriores_o _ 

rl.alada en la sección 2 .2 , haciendo uso del SPSS 
[ 13) Y SAS [] 7) . La serie de entrada x,. corresponde 
al gasto m ensual en publicidad y la serie de salida 
Yt a l n úm ero de ventas m ensuales . El MIT final 
obtenido fue el siguiente [15): 

z(y) = 1.,974 B2Z(x ) + 1- 0,534 8 a (1 9) 
I 1 - 0 ,460 B ' 1 - 0 ,534 8 3 

I 

Para la construcción de los m odelos de RNA 
se consideraron los retrasos especificados en la 
Tabla 4. 

S e compararon los seis modelos d RNA se
leccionados a través de los error s de ajuste y pre 
dicción (Tabla 5) . 

Se s eleccionó el modelo RNA2 por obten er la 
mejor predicción (menor EMA y RECMP. y la más 
alta correlación entre los va lores verdaderos y la 
predicción del modelo RNA entrenado) . Podria 
considerarse el modelo RNA4 . pues tiene el m enor 
AlC y los demás valores están cerca de los encon
trados para el modelo RNA2. En este modelo 
RNA2 se consideraron como entradas los retrasos 
qu e resultaron con correlaciones sign ificativa
mente diferentes de cero en los correlogrrunas 
sim ple y parcial del análisis univariable d e las se
ries . El m odelo RNA4 tiene como en tra das los re
trasos de la serie pub licidad que resu l aron signi
ficativam ente diferent.es de cero en las correlacio
n es cruzadas en tre ambas series, así como los re
trasos correspondientes a las correlaciones 

s ignUkativamente diferentes de cero en los 
correlogramas simple y parcial de la serie vent.as. 

En Tabla 6 se presentan los errores de ajus
te durante el entrenamiento y predicción, como 
m edida de generalización. tanto para el MIT se 
leccionado com o para el m ej or modelo de RNA ob 
tenido. 

Se observa qu 1modelo RNA2 tiene mejor 
des em p ñ o qu e el obtenido con el MIT. Inclusive. 
en gen ral, si se observa la tabla 5. el desem peño 
del m odelo RNA5 (las en lrada s son los relrasos 
correspondientes al MFT) es mejor, cuando se 
compara con el MIT. 

6 . Conclusiones y 
Recomendaciones 

Una de las limitaciones de las RNA para al
canzar un u so generalizado es el establecim iento 
de la top ología de la red. En este trabajo se pro
porciona un a m etodología que pudieran servir de 
guia en la predicción con series de tiempo. El 
punto más álgido en el diseño del modelo de RNA 
está en la selección de las en tradas o retrasos de 
la serie . En forma empírica. se llegó a la con clu
sión de que puede utilizarse el método ARIMA 
com o u na herrrunienta de p reprocesamiento de 
datos, considerando como entradas los retrasos 
involucrados en este modelo. lo cual sugiere que 
el uso de los conocimien tos de métodos estadis ti
cos , a p licados en el d iseñ o de RNA. pu ede ayudar 
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Tabla 2 
Errores de ajuste y predicción para modelos de RNAy de RND. 

RNA 
Nº 

Entradas 
(Retrasos) 

N° Nodos 
Capa 

Oculta 
DER 

Auste- --
AlC SBC EMA 

Predicción 

RECMP R 

RNA l 1-13 7 2 .977 6.147 6.562 1.083 4,47 0,54 

RNA2 1, 12,13 2 2 .365 5.786 5.829 996 4 ,07 0 ,66 

RNA3 1,2,4,9-13 4 2.949 6. 010 6 . 170 1.133 4 ,82 0,50 

RNA4 1,2,12,13 2 2 .920 5.946 5.997 1.1 13 4 ,64 0 ,53 

RNA5 3,5.9 2 2.639 5 .867 5.910 985 4 ,19 0 ,65 

RNA6 1,2,3 2 1.703 5 .543 5.586 863 3,49 0 ,70 

RNDl 1.1 2 ,13 2 .458 5.813 5.852 1.469 5 ,70 0 ,44 
(2 segmen tos) 

RND2 1. 12.13 2.44 5 5.8 19 5 .878 1. 128 4,74 0 ,45 
(4 segmen tos) 

RND3 1.1 2.13 1 2.58 1 5 .865 5.936 1.148 4 ,69 0,45 
(6 s egmen tos) 

RND4 1,2,3 1.993 5.657 5.697 1.358 5,2 1 0,46 
(2 segmentos) 

RND5 1,2 ,3 1 2 .040 5.685 5.743 1. 110 4,59 0 ,51 
(4 segm entos) 

RN0 6 1.2.3 2. 155 5.731 5 .8 2 1.1 04 4,45 0 ,51 
(6 segmen tos) 

Tabla 3 
Medidas de ajuste y predicción para los mejores modelos RNA. RND Y ARlMA 

RNA Aju ste Predicción 
Nº OER AlC SBC EMA RECMP CORR 

RNA6 1.703 5.543 5 .586 863 3,49 0,70 

RND6 2 .155 5 .73 1 5 .802 1.104 4,45 0 .5 1 

ARlMA 1.372 5 .362 5.370 1.173 5.09 0 ,48__ 

a proponer solu ciones m ejor estructuradas. En el 
caso del MFT no se puede llegar a la misma con
clusión : s egu ramente. porque en el ej em plo estu
diado no s e logra captar el patrón de com porta
miento d el proceso. Sin embargo, resu ltaron ser 
muy útiles los correlogramas simple y parcial, y 
la correlación cruzada. para identificar los 
r etrasos a ser entradas. 

En el ejemplo estudiado para el caso univa
riable, el modelo ARlMA p roporcion ó un mejor 

aju s te, mien tras que la RNA con un ajuste simi
lar, pero cuantitativamen te inferior, logra mej o
res predicciones. El modelo ARlMA no logra cap
tar el cambio de pa t rón que ocu rre al fmal de la 
serie , pudiendo ser corregida m ediante un Análi

sis de In tervención [1] . En contraste . las RNA si 
logran captar este camb io. Una razón para justi
ficar este fen ómeno podría ser la n o linealidad del 
modelo de RNA. y la linealidad del modelo ARIMA. 
El modelo ARlMA encontra do requiere los retra-
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Tabla 4 


Entradas de los modelos d e RNA (caso b ivarlable) 


Modelo Enlrad s Entradas J ustifi cación 
___Retr asos serie:>..1: Retrasos serie Y!: 

RNAl Del 1 a l 13 Del 1 a l 13 Periodicidad de los dalos 

RNA2 1,2,3, 5 Y 6 1y2 Correlaciones significativas en 
los correlogramas simple y 

parci.al de cada serie. 

RNA3 l y 2 Retrasos de los m odelos ARIMA 
encontrados 

RNA4 2 , 3 Y 6 ly2 Correlaciones cruzadas 
significativa s 

Considerados por el MFTRNA5 

RNA6 1, 2 Y 3"--__~=~=---==:=l..:c 

Tab la 5 
E rrores d e ajuste y predicción para los seis modelos de RNA seleccion ados 

RNA Entradas Nº de Nodos Ajuste Predicción 

N° C,!pa Ocul~ 

Publicidad Ven tas DER AlC SBC EMA RECMP R -- 

RNA1 1- 13 1 - 13 13 3,9 9 11,7 1.716, 4 10,3 5,8 0 .9 7 

RNA2 1,2,3,5,6 1.2 4 6, 1 315,7 397 ,3 6 .3 3,8 0 ,98 

RNA3 1 1.2 2 10,1 332,2 356,4 10,6 6,0 0 ,96 

RNA4 2,3,6 2 5,8 280,5 329,0 8,2 4 .2 0 .98 

RNA5 2 15 ,4 376.1 387 .2 2 1.3 10 .6 0 .87 

RNA6 1,2 ,3 1,2.3 3 5 .6 280.3 335 .4 8,7 4.9 0 ,97 

Tabla 6 
Errores de ajuste y pred icción para los mejores modelos de RNA y MFT 

RNA Nº ~usle ___ Predicción 

DER-'-  __ AlC SBC __E= MA= __ RECMP CORR 

RNA2 6, 1 315,7 397, 3 6,3 3,8 0 ,98 

MFT 18.26 463.25 __5= 4..:.4.83 39~ 19 ,1ª -0.2~_ 

sos 1. 12 Y 13 para crear el modelo de predicción, considerarse un logro para una estructur tan 
esta característica reduce el tamaño del conjun lo simple como la de este m odelo: una sola n eurona. 
de estimación . mientras que los olros dos mode En el ejemplo utilizado p ara el caso bivaria
los u tilizan los relrasos l. 2 Y 3 . El modelo de RND ble. las RNA resultaron tener mejor desempeñ o 
alcanza u n a capacidad de predicción m ejor que la que el MIT, tanto en el ajuste com o en la p rediC
lograd por el modelo ARIMA, lo que puede ción. El hecho de dividir el conjunto de datos en 
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80% para el ajuste y el 20% restanle reservarlo 
para predicción afecta al MIT, que camb ia radi 
calm ente con r elación al modelo ob tenido por Bo
werman y O'Conn ell [6J utilizando el 100% de los 
dalos para el ajuste. Esto p odria s er un indicativo 
de la sensibilidad del MFT a la cantidad de in for
mación su minis trada, y de la robustez de la RNA 
para capta r la eSlJUctura del p roceso a pesar de 
que le sean suprimidos el 20% de los datos. 

En ambos e s os. es recomendab le para co
rroborar io expuesto. exp erim entar con nuevas 

plicaciones .. 
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